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            Abstract
          
        

        
          CNN(Convolutional Neural Network) 기반의 단일 영상 초해상화 모델은 성능 향상을 위해 수많은 가중치 파라미터와 높은 계산 비용이 필요하기 때문에 모바일과 같은 저전력 기기에서 추론하기에는 제한적이다. 따라서, 다양한 딥러닝 모델 경량화 기법들이 연구되고 있으며, 그 중에 교사 모델에서 학생 모델로 지식을 전이하는 지식증류(Knowledge Distillation) 기법이 연구되고 있다. 그러나, 이러한 지식증류 기법은 적절한 교사 모델을 탐색하고 학습하는데 많은 비용이 발생한다. 본 논문에서는 교사 모델 없이 초해상화 모델을 효율적으로 학습하기 위한 대조 손실 기반 자가증류(self-distillation) 기법인 CLSD(Contrastive Learning based Self-Distillation)을 제안한다. 제안기법은 학생 모델 내 중간 특징 맵에 보조 작업 모델을 추가로 연결하고, 각 보조 모델의 출력 영상에 대해 대조 손실로 학습함으로써 기존 학생 모델의 전체 특징 맵을 작업 편향적(task-biased)으로 만들어 성능을 개선하였다. 실험결과 초해상화 모델에서 제안기법이 지식증류 및 기존 자가증류 모델 대비 성능이 향상됨을 확인하였다.

        

        
          
            초록
          
        

        
          Convolutional neural network-based single image super-resolution (SISR) involves numerous parameters and high computational costs to ensure improved performance, limiting its applicability in resource-constrained devices such as mobile devices. Knowledge distillation (KD), which transfers knowledge from a teacher network to a student network, has been investigated as a method to make efficient and lightweight neural network models. However, KD requires the high cost to find appropriate teacher models. In this paper, we propose a contrastive learning based self-distillation (CLSD) for lightweight single image super-resolution model without teacher model. By constructing of an auxiliary task model within the intermediate feature map of the student model and the training of each auxiliary model using contrastive loss, the proposed method improved performance by directing the overall feature map of the existing student model toward task-specific biases. Experimental results show that the proposed method improves the task performance compared to KD and conventional self-distillation methods in the EDSR model.
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      Ⅰ. 서 론
      단일 영상 초해상화 기법(SISR: Single Image Super-Resolution)은 SRCNN(Super-Resolution using Convolutional Neural Network) 등장을 시작으로 CNN(Convolutional Neural Network)을 기반으로 하는 SISR 모델 기법이 기존의 영상처리 기반의 초해상화 기법보다 성능이 뛰어난 것으로 보고되었다[1]. 그러나 딥러닝 모델의 성능 향상을 위해 파라미터의 수와 추론 시 발생하는 계산 복잡도가 크게 증가하였다. 따라서 모바일 기기 같은 저전력 기기에 모델이 추론 및 응용되기에는 많은 제약이 따르며, 이러한 요구를 충족하기 위한 딥러닝 경량화 기법들이 연구되고 있다[2]. 딥러닝 경량화 기법은 일반적으로 모델 자체의 연산량 및 성능을 개선하는 네트워크 관점에서의 경량화 기법과 실제 추론 기기에서의 속도 및 성능을 개선 시키는 정수 기반 양자화(quantization) 같은 하드웨어 관점에서의 경량화 기법으로 나눌 수 있다. 그중에 네트워크 관점에서의 경량화 기법은 딥러닝 모델 구조를 효율적으로 설계하는 기법[3], 가중치 혹은 채널 단위로 모델의 성능에 미치는 영향도를 측정하여 중요하지 않은 요소들을 없애는 가지치기(pruning)[4], 주어진 가중치 행렬을 분해하는 행렬분해(matrix decomposition)[5], 그리고 성능이 더 좋고 규모가 큰 교사 모델로부터 규모가 작은 학생 모델로 지식을 전이하여 성능을 개선하는 지식증류(KD: Knowledge Distillation)가 있다[6]. 이 중에서 KD 기법은 실제 응용 분야에서 사용되는 딥러닝 모델의 구조를 수정하지 않고도 작업(task) 성능을 개선할 뿐만 아니라, 가지치기와 행렬분해 같은 다른 경량화 기법과 결합이 용이하다는 장점이 있다.

      초해상화 분야에서 KD 기법은 주로 교사와 학생 모델의 중간 특징 맵(feature map)을 비슷하게 만드는 특징 증류(FD: Feature Distillation) 방식으로 연구되었다. 즉, FD는 교사와 학생 모델의 중간 특징 맵을 깊은 회귀자(DR: Deep Regressor) 혹은 별도의 공간적 유사(SA: Spatial Affinity) 행렬을 거리 기반 L1 손실로 유사하게 만들어 학생 모델의 성능을 개선했다[8-10]. 그러나 이러한 방식의 FD는 기존 SISR 모델 내 L1 손실이 가지는 이미지 흐림(image blurring) 및 패턴 손실 같은 문제를 완벽하게 해결하지 못했다. 이러한 문제를 해결하기 위해서 긍정적 샘플과 부정적 샘플들을 구분하여 각각에 유사성과 비유사성을 학습함으로써 긍정적 샘플 간의 상호의존정보(mutual information)를 최대화하는 대조 손실(contrastive loss) 기반의 FD 기법들이 연구되었다[11-12].

      그러나, 이러한 KD 기법은 교사 모델이 반드시 필요하기 때문에 최적의 교사 모델의 구조를 탐색하기 위해 상당한 노력과 학습 비용이 발생한다. 따라서, 이러한 문제점을 해결하기 위해서 교사 모델을 활용하지 않고 내부 구조를 효율적으로 활용하여 학습 비용을 줄이면서 성능을 향상시키는 자가증류(SD: Self-Distillation) 기법들이 연구되었다[13-14]. 기존 SD 기법은 학생 모델 내 중간 특징 맵에 보조 작업 모델(auxiliary task network)을 구성하고, 각 보조 모델에 작업 손실을 최적화함으로써 기존 학생 모델의 특징 맵을 작업 편향적(task-biased)으로 만들어 성능을 개선하였다[13]. 그러나, 이러한 SD 기법들은 보조 모델의 손실 함수를 거리 기반 손실만을 사용하였기 때문에 마찬가지로 기존 L1 손실이 가지는 문제점을 해결하지 못했다.

      본 논문에서는 대조 손실 기반의 SD 기법을 이용한 단일 영상 초해상화 모델 경량화 기법인 CLSD(Contrastive Learning based Self-Distillation)을 제안한다. 제안기법은 기존 기법 대비 다음과 같은 장점이 있다. 우선, 기존 KD 기법 대비 교사 모델을 따로 탐색하지 않기 때문에 학습 비용을 줄일 수 있다. 또한, 기존 학생 모델과 보조 작업 모델 간의 상호의존정보를 최대화 할 수 있는 대조 손실[19]을 적용함으로써 보조 작업 모델의 지식 정보를 기존 거리 기반 L1손실 보다 더 효율적으로 전달하여 기존 기법 대비 모델의 성능을 개선하였다. 제안기법의 성능 검증을 위해서 초해상화 CNN 모델인 EDSR(Enhanced Deep Residual Network) 학생 모델[15]에 각각의 KD 및 SD를 적용하여 PSNR(Peak Signal-to-Noise Ratio) 성능과 학습 비용을 비교했다.

      본 논문의 구성은 다음과 같다. 2장에서는 기존 KD 및 SD 기법에 대하여 설명한다. 3장에서는 제안기법을 설명하고 4장에서는 상세 실험 내용과 결과에 대해 분석하며, 마지막으로 5장에서 결론을 맺는다.

    

    

  
    
      Ⅱ. 관련 연구
      
        1. 지식증류
        KD 기법은 보다 성능이 좋으면서 복잡도가 더 높은 교사 모델의 지식을 더 간단한 구조를 가지고 있는 학생 모델로 전이함으로써 학생 모델의 작업 성능을 높이는 기법이다. 분류(image classification)에서의 KD는 주로 교사 모델의 soft label과 학생 모델의 label 사이의 거리를 최소화하는 방향으로 시작하였다[16]. 교사 모델의 더 많은 지식을 흡수하기 위해 중간 특징 맵 간의 사이를 최소화하는 FD 기법들을 결합된 형태로 연구되었다[11].

        일반적인 FD는 교사와 학생의 중간 특징 맵 간의 채널 수가 상이하기 때문에 우선 채널 수를 맞추는 방향으로 연구되었다. 먼저, FitNet은 간단한 1x1 합성곱 계층으로 구성된 DR을 이용하여 교사와 학생 중간 특징 맵의 채널 수를 맞추고 난 뒤 L1 손실로 이 둘 간의 거리를 최소화하였다[8]. FAKD(Feature Affinity-based Knowledge Distillation)에서는 특징 내 상관 관계를 나타낼 수 있는 SA 행렬을 사용하여 FD를 수행하였다[9]. 더 나아가 LSFD(Local-Selective Feature Distillation)에서는 기존 DR을 사용하여 L1 손실로 FD하는 방식에서 교사와 학생 모델의 결과 이미지 간의 차이 맵(difference map)을 활용하여 특정 위치에 선택적으로 강조하여 정제된 특징을 증류하는 방식으로 기존 FD 기법을 개선하였다[10]. 이외에도 PISR(Privilege Information for efficient Super Resolution)에서는 autoencoder 구조를 활용하여 입력 이미지의 privileged 정보를 증류하였다[17]. 그러나, 이러한 L1 손실 기반의 FD는 기존 L1 손실이 가지는 패턴 손실 및 이미지 흐림 현상, 그리고 magnitude가 큰 영역에 대해서만 민감하게 고려하는 점들을 완벽하게 해결하지 못했다. 또한, 일반적으로 교사와 학생의 계층의 깊이가 다르기 때문에 각각의 모델에서 적절히 매칭해야 할 특징 맵을 탐색하는데 비용이 더 발생한다.

      

      
        2. 대조 학습
        대조 학습은 자가-지도 학습(self-supervised learning) 기법 중 하나로 주어진 데이터에 대해 긍정적 샘플과 부정적 샘플을 구분하여 각각에 유사성과 비유사성을 학습함으로써 데이터의 특성을 잘 타내는 특징 맵을 만드는 것을 유도한다[19]. 즉, 대조 학습은 긍정적 샘플과 부정적 샘플 간의 Kullback-Leibler(KL) 발산을 최대화함으로써 긍정적 샘플 간의 상호의존정보를 최대화하는 동시에 두 샘플의 분포가 명확하게 구별한다. 이를 통해 자가 지도 학습 시나리오에서의 대조 학습은 특징들을 잘 군집화함으로써 큰 성능 향상을 유도했다.

        기존의 L1 손실 기반의 FD는 학생 모델 관점에서 교사 모델의 지식을 상대적으로 적절히 전달하지 못하였다. 따라서, 이러한 문제를 해결하기 위해 대조 손실 기반의 KD 기법 등이 연구됐다[20,26]. 대조 손실 기반의 KD 기법은 교사 및 학생 모델의 특징 및 결과 영상 영역에서 긍정 및 부정적 샘플을 구성한 뒤, 이를 대조 학습으로 증류하여 교사와 학생 모델 간의 상호의존정보를 최대화하여 성능 향상되었다. 즉, L1 손실 기반의 FD는 오직 교사 모델의 지식에 대한 상한선(upper bound)만을 제공하지만, 대조 손실 기반의 FD는 부정적 샘플이 주는 하한선(lower bound)를 같이 제공함으로써 보다 더 많은 교사 모델의 지식을 전달하고 흡수함으로써 성능을 향상시켰다.

      

      
        3. 자가증류
        기존의 지식증류 기법은 우선 교사 모델이 필요하기 때문에 교사 모델의 학습 및 탐색에 상당히 많은 비용이 발생한다. 더불어 학생 모델의 관점에서 성능이 좋은 교사 모델이라도 지식을 완전히 흡수하지 못한다는 문제점이 발생할 수 있고, 이는 증류 손실 관점에서 학습에 대한 안정성이 떨어진다[14]. 이러한 문제를 해결하기 위해 별도의 교사 네트워크 없이 학생 모델이 스스로 지식을 전이하는 SD 기법이 연구되었다[18].

        SD 기법은 일반적으로 학생 모델 내 보조 작업 모델을 추가로 구성하여 학습하는 DS(Deep Supervision) 기법 등으로 연구되어지고 있다[14]. 기존의 CNN은 일반적으로 연쇄 구조(cascading architecture)를 가지고 있기 때문에 모델의 상단 부분이 작업 무관한 특징(task-irrelevant feature)을 가지고 있다. 이를 해결하기 위해 DS 기법은 중간 특징 맵 구간에 얕은(shallow) 보조 작업 모델을 추가로 구성하고 이를 학습하게 된다. 이 때, 상대적으로 학생 모델의 상단 부분이 보조 작업 모델 관점에서 상대적으로 하단에 위치하게 된다. 결국 DS 기법은 이러한 학습을 통해 학생 모델의 상단 부분의 특징 맵을 작업 편향적으로 유도하여 이미지 분류 분야에서 성능을 크게 향상시켰다. 따라서 기존 SD 기법은 보조 및 학생 모델의 협력을 통해 학생 모델의 전반적인 특징 맵을 작업 편향적으로 만들어 성능 향상을 유도했다.

      

    

    

  
    
      Ⅲ. 제안기법
      
        1. 기존 SD 기법
        기존 SD 기법 중에 하나인 DS 기법은 일반적으로 사용하는 손실 함수는 크게 3가지 방식으로 나눌 수 있다. 기존 학생 모델의 출력과 정답(ground-truth)을 비교하는 기존 작업 모델 손실함수, 보조 작업 모델의 출력과 정답을 비교하는 보조 작업 손실함수, 그리고 마지막으로 기존 작업 모델과 보조 작업 모델 간의 지식증류 손실로 구성된다[14]. 이 때, 자가증류 내 지식증류 손실은 모델의 출력 및 중간 특징 영역 모두에서 적용될 수 있다. 또한 보조 작업 모델은 실제 추론 시에는 작동이 되지 않기 때문에 기존 학생 모델 대비 계산 복잡도는 동일하다.

        기존의 초해상화 모델 및 심층 감독 기반의 SD 기법의 손실 함수를 수식으로 표현하면 수식은 다음과 같다.
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        여기서 T는 보조 네트워크의 수를 의미한다. N, SRi, SRij은 각각 배치 크기, 기존 모델의 결과 초해상화 영상, 그리고 j번째 보조 작업 모델의 결과 초해상화 영상을 의미한다. 본 논문에서는 기존 지식증류 기법과 공정한 비교를 위해 보조 작업 네트워크의 수를 3으로 설정하였다. 즉, 보조 작업 모델은 거리 기반 초해상화 손실 함수 LASR와 학생 모델 결과 영상으로부터 증류 손실 LSD을 결합한 형태로 학습을 수행한다. 심층 기법의 최종 손실 함수는 다음과 같다.
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        여기서 α는 두 손실 간의 균형에 필요한 하이퍼-파라미터(hyper-parameter)이며 본 논문에서는 10으로 값을 설정하였다.

      

      
        2. CLSD
        그림 1은 EDSR 모델에서의 제안기법인 CLSD의 구조도를 나타내었다. 제안기법도 기존 심층 감독 기법과 마찬가지로 보조 작업 모델을 KD 관점에서의 학생 모델로 간주하고, 이를 제외한 학생 모델의 최종 결과 영상을 교사로 간주하여 지식을 전이한다. 본 논문에서는 기존 심층 감독 기법 대비 보조 작업 모델과 학생 모델 간의 상호의존정보를 극대화하기 위해 기존의 심층 기법에 대조 손실 기반의 증류 손실을 추가하는 방식을 제안한다.

        
          
          

          Fig. 1. 
				
          

          
            Overall architecture of contrastive learning based self-distillation(CLSD) 
          
          

          

        

        대조 학습의 긍정 및 부정적 샘플을 구성하는 방법은 크게 학습 배치내 이미지를 활용하는 방법과 외부 이미지를 활용하는 방법으로 나뉘지만, 일반적으로 학습의 안정성을 위해 학습 배치내 인덱스(index)가 다른 이미지를 부정적 샘플로 간주한다. 초해상화 모델에서의 대조 학습 기반 지식증류는 대부분 출력 영상 영역에서 수행되어 기존 L1 손실 기반의 FD 방법보다 성능 향상을 이끌어 냈다[20,26]. 그림 2는 제안기법의 대조 학습의 예시를 나타내었다. 우선 제안기법은 대조 학습의 안정성을 위해 부정적 샘플의구성을 외부 이미지를 사용하지 않고 주어진 학습 배치 N개의 입력 이미지 를 사용하였다. 학습 배치 내 보조 작업 모델의 결과 초해상화 영상과 보조 작업 모델의 결과 초해상화 영상을 기준으로 배치 내 같은 인덱스를 가지는 영상을 긍정적 샘플로 간주하고, 인덱스가 다른 나머지 샘플을 부정적 샘플로 간주한다. 또한, 더 많은 부정적 샘플의 구성을 위해 동일 보조 작업 모델 내 결과 영상 중 다른 인덱스를 가지는 영상도 추가하였다. 즉, 부정적 샘플은 각 모델에서 출력되는 결과 영상에서 인덱스가 다른 영상간의 쌍과 각 모델 내 초해상화 영상에서 인덱스가 다른 영상간의 쌍으로 구성될 수 있다. 제안기법의 대조 학습은 학습 배치 N개를 입력받았다고 가정할 때, N개의 긍정적 샘플, 2N(N-1) 개의 부정적 샘플을 구성할 수 있다. 제안된 CLSD을 수식으로 표현하면 다음과 같다.

        
          
            
              	
                
                  
                    
                      
                        L
                      
                      
                        C
                        S
                      
                      
                        j
                      
                    
                    =
                    
                      
                        ∑
                        
                          i
                          =
                          1
                        
                        
                          N
                        
                      
                      
                    
                    
                      
                        d
                        
                          
                            S
                            
                              
                                R
                              
                              
                                i
                              
                            
                            ,
                            S
                            
                              
                                R
                              
                              
                                i
                              
                              
                                j
                              
                            
                          
                        
                      
                      
                        
                          
                            ∑
                            
                              k
                            
                            
                              K
                            
                          
                          
                            d
                            
                              
                                S
                                
                                  
                                    R
                                  
                                  
                                    i
                                  
                                
                                ,
                                S
                                
                                  
                                    R
                                  
                                  
                                    k
                                  
                                  
                                    j
                                  
                                
                              
                            
                          
                        
                      
                    
                  
                
              
              	
                (5) 
				
              
            

          

        

        
          
            
              	
                
                  
                    
                      
                        L
                      
                      
                        C
                        L
                        S
                        D
                      
                    
                    =
                    
                      
                        L
                      
                      
                        D
                        S
                      
                    
                    +
                    β
                    
                      
                        ∑
                        
                          j
                          =
                          1
                        
                        
                          T
                        
                      
                      
                    
                    
                      
                        L
                      
                      
                        C
                        S
                      
                      
                        j
                      
                    
                  
                
              
              	
                (6) 
				
              
            

          

        

        
          
          

          Fig. 2. 
				
          

          
            An example of the contrastive learning in CLSD
          
          

          

        

        여기서 d는 대조 학습을 위한 샘플 간의 유사도 측정을 할수 있는 함수를 의미한다. 일반적으로 거리 기반 L1 손실 혹은 코사인 유사도(cosine similarity)를 사용할 수 있으며, 본 논문에서는 L1 손실을 사용하였다. LCSj는 j번째 보조 모델에서 계산되는 대조 손실 값을 의미하며, 최소화하기 위해 분모인 부정적 샘플값은 최대화되는 반면에 분자인 긍정적 샘플 간의 거리는 최소화가 된다. 또한, β는 두 손실 간의 균형에 필요한 하이퍼-파라미터(hyper-parameter)이며 본 논문에서는 10으로 값을 설정하였다.

      

    

    

  
    
      Ⅳ. 실험결과
      
        1. 실험환경
        본 논문의 실험을 위한 학습 데이터 셋으로 DIV2K[21]을 사용하고 테스트 데이터 셋으로 Set5[22], Set14[23], BSD100[24], Urban100[25]을 사용하였다. 제안기법을 기존의 SD 기법 뿐만 아니라 KD 기법과도 비교하기 때문에 EDSR에서 교사 및 학생 모델의 구성을 표 1로 나타냈다. 제안기법을 포함한 SD 기법은 별도의 교사 모델 없이 EDSR 학생 모델과 보조 작업 모델만을 사용하였다. 또한, 보조 작업 모델인 PH(Projection Heads)의 구성을 기존 EDSR 네트워크에서 사용되는 ResBlocks을 각 보조 작업 모델로 5개씩 사용하였으며, 채널 수는 기존 학생 모델과 동일하게 64로 설정하였다. 학습을 위한 하이퍼-파라미터는 학습율(learning rate), 배치 크기를 각각 2e-4, 16으로 설정하였고, 최적화 함수를 Adam으로 설정하였다. 또한, 제안된 CLSD의 손실 값의 포화(saturation)이 늦게 진행되어 epoch를 기존 지식증류 기법에서 사용하는 300보다 2배 많은 600으로 설정하였다. 따라서, 공정한 실험 비교를 위해 Scratch로 학습한 Student baseline, FAKD, LFD, 그리고 작업 손실 기반의 심층 감독 기법인 DS에도 같은 하이퍼-파라미터를 적용하였으며, DS와 제안된 CLSD의 PH의 구성은 동일하다.

        
          Table 1. 
				
          

          
            Configuration of teacher and student in the EDSR network
          
          

        

        
          
            
              	Network
              	#Resblocks
              	#Channels
              	#Parameters
            

          
          
            	Teacher (T)
            	32
            	256
            	40.7M
          

          
            	Student (S)
            	16
            	64
            	1.5M
          

        

        

      

      
        2. 실험결과
        표 2-4는 제안기법의 정량적 성능(PSNR)에 대한 실험결과를 나타냈고, 각 데이터 셋 내 best 및 second 성능은 각각 빨간색, 파란색으로 표시하였다. 또한, 표 1의 Student 모델에 각 기법을 적용하였기 때문에 표기된 기법의 모델 복잡도 및 연산량은 모두 동일하다. 실험결과에서 알 수 있듯이, 상대적으로 텍스처가 적은 Set5 데이터셋을 제외하고 제안기법이 상대적으로 큰 교사 모델로부터 지식을 전이 받은 KD 및 DS 기법 대비 성능 향상이 되었음을 확인할 수 있다. 특히 텍스처 및 패턴이 많은 Urban100 데이터셋에서 기존 기법 대비 PSNR 기준 Scale 2/3/4에서 각각 0.09/0.05/0.03dB 향상됨을 확인하였다. 이는 제안기법이 교사 모델이 없이도 기존 KD보다 전체 테스트 데이터 셋에서 평균적으로 Scale 2/3/4에서 0.05/0.03/0.02 dB 향상됨을 확인하였다. 이는 학생 모델의 특징을 교사 모델의 특징을 비슷해지게 유도하는 것보다 전반적인 특징 맵을 작업 편향적으로 만드는 것이 성능 향상에 더 영향을 준다는 것을 의미한다.

        
          Table 2. 
				
          

          
            Experimental results of proposed methods on the EDSR Network(Scale 2)
          
          

        

        
          
            
              	Methods
              	Distillation 
type
              	Scale
              	Set5
(PSNR)
              	Set14
(PSNR)
              	B100
(PSNR)
              	Urban100
(PSNR)
            

          
          
            	Baseline
            	-
            	 x2
            	37.919
            	33.439
            	32.102
            	31.728
          

          
            	FAKD[9]
            	KD
            	37.976
            	33.523
            	32.156
            	31.906
          

          
            	LFD[10]
            	37.986
            	33.528
            	32.159
            	31.935
          

          
            	DS
            	SD
            	37.957
            	33.536
            	32.150
            	31.968
          

          
            	CLSD (ours)
            	37.977
            	33.602
            	32.174
            	32.028
          

        

        

        
          Table 3. 
				
          

          
            Experimental results of proposed methods on the EDSR Network(Scale 3)
          
          

        

        
          
            
              	Methods
              	Distillation
type
              	Scale
              	Set5
(PSNR)
              	Set14
(PSNR)
              	B100
(PSNR)
              	Urban100
(PSNR)
            

          
          
            	Baseline
            	-
            	 x3
            	34.272
            	30.266
            	29.044
            	27.959
          

          
            	FAKD[9]
            	KD
            	34.356
            	30.296
            	29.066
            	28.016
          

          
            	LFD[10]
            	34.333
            	30.301
            	29.077
            	28.029
          

          
            	DS
            	SD
            	34.330
            	30.299
            	29.068
            	28.033
          

          
            	CLSD (ours)
            	34.336
            	30.307
            	29.078
            	28.078
          

        

        

        
          Table 4. 
				
          

          
            Experimental results of proposed methods on the EDSR Network(Scale 4)
          
          

        

        
          
            
              	Methods
              	Distillation
type
              	Scale
              	Set5
(PSNR)
              	Set14
(PSNR)
              	B100
(PSNR)
              	Urban100
(PSNR)
            

          
          
            	Baseline
            	-
            	  x4
            	32.102
            	28.526
            	27.538
            	25,905
          

          
            	FAKD[9]
            	KD
            	32.138
            	28.547
            	27.557
            	25.972
          

          
            	LFD[10]
            	32.107
            	28.524
            	27.552
            	25.962
          

          
            	DS
            	SD
            	32.112
            	28.545
            	27.549
            	25.970
          

          
            	CLSD (ours)
            	32.099
            	28.556
            	27.560
            	25.991
          

        

        

        표 5는 각 손실 함수 요소 별 효율성에 대한 실험결과를 나타냈다. 실험결과에서 알 수 있듯이 각 손실 함수 요소들이 결합된 형태가 기존 LSR만 적용할 때보다 성능 향상 효과가 있음을 확인하였고, 제안한 가 기존의 보다 PSNR 향상 효과가 약 0.02dB 됨을 확인하였다.

        
          Table 5. 
				
          

          
            Experimental results for the efficiency of each loss component
          
          

        

        
          
            
              	Loss component
              	B100
(PSNR)
              	Urban100
(PSNR)
            

            
              	
                LSR
              
              	
                LASR
              
              	
                LSD
              
              	
                LCS
              
            

          
          
            	√
            	
            	
            	
            	32.102
            	31.728
          

          
            	√
            	√
            	
            	
            	32.145
            	31.916
          

          
            	√
            	√
            	√
            	
            	32.150
            	31.968
          

          
            	√
            	√
            	
            	√
            	32.174
            	32.028
          

        

        

        그림 3은 보조 작업 모델인 PH의 Resblocks의 수에 따른 Set14 데이터셋에서 최종 학생 모델의 성능 관계도를 나타낸다. 일반적으로 PH가 복잡할 수록 성능이 증가하지만 블록수가 5개를 초과한 경우 약간의 성능 저하가 발생함을 확인하였다. 그림 4는 기존 기법과 CLSD의 Urban100 데이터 셋에 대해서 주관적 화질 비교를 나타냈다. 여기서 PSNR 값은 각 영상의 crop된 영역에 대해서만 계산하였다. 우선 62번 영상에서는 기존 지식증류 및 DS 기법은 왼쪽 위 영역의 대각 선 형태가 ‘ㄱ’자 형태로 되어 있는 반면에, CLSD 기법은 일자 형태로 복원이 제일 잘된 것을 알 수 있다. 또한, 66/92번 영상에서도 일자 형태의 선이 더 잘 복원됨을 알 수 있으며. 특히 92번 영상은 기존 기법들은 일자 형태의 선을 전혀 따라가지 못한 채 대각선 형태로 복원된 반면에 제안기법은 일부분 일자 형태로 복원됨을 볼 수 있다. 따라서, CLSD 기법이 교사 모델 없이도 기존 지식증류 기법 보다 교사 모델의 텍스처 관점에서 더 복원이 잘 됨을 알 수 있다.

        
          
          

          Fig. 3. 
				
          

          
            Relationship between performance and the number of Resblocks in the PH (Set14. Scale2)
          
          

          

        

        
          
          

          Fig. 4. 
				
          

          
            Comparison of Subjective Image Quality
          
          

          

        

        표 6은 각 지식 및 자가증류 기법의 학습 비용(시간)에 대해 비교하였다. 학습 시간 측정을 위해 Intel CPU와 NVIDIA RTX Titan GPU 2대가 이용되었으며, Pytorch 1.9.0 프레임워크에 기반하여 구현되었다. 제안된 CLSD 기법은 단일 학생 모델 관점에서 기존 지식증류 기법 대비 1.46배, 교사 모델도 같이 고려할 때 2.16배 빠르게 학습이 됨을 알 수 있다. 따라서, 제안된 자가증류 기법이 기존 지식증류 기법보다 모델 성능 뿐만 아니라 학습 비용에도 이점이 있음을 확인할 수 있다.

        
          Table 6. 
				
          

          
            Comparison of training costs for each distillation method
          
          

        

        
          
            
              	Methods
              	Training time (h)
              	Total training time
(h)
            

            
              	Teacher
              	Student
            

          
          
            	FAKD
            	20.3
            	40.9
            	61.2
          

          
            	LFD
            	20.3
            	48.8
            	69.1
          

          
            	DS
            	-
            	25.7
            	25.7
          

          
            	CLSD
            	-
            	30.2
            	30.2
          

        

        

      

    

    

  
    
      Ⅴ. 결 론
      본 논문에서는 더 효율적인 지식 전이를 위한 대조 손실 기반의 SD 기법을 이용한 단일 영상 초해상화 모델 경량화 기법을 제안하였다. 단일 영상 초해상화 모델 중 하나인 EDSR에 대하여 기존 지식증류 및 자가증류 기법과 제안기법의 성능을 비교하여 검증하였다. 실험결과 제안된 자가증류 기법이 기존 자가증류 기법 뿐만 아니라 교사 모델을 활용한 지식증류 기법과 비교해서도 각각 PSNR 0.09/0.05dB 성능 향상이 있음을 확인하였고, 주관적 화질 측면에서도 텍스처 복원의 효과가 더 뛰어남을 확인하였다.

      따라서, 제안기법이 기존의 자가증류와 달리 교사 모델을 탐색하고 학습 비용 없이도 성능 향상을 얻었기 때문에, 모바일 같은 연산량이 제한된 저전력 기기에서 활용되는 초해상화 모델의 성능을 개선하는 연구에 도움이 될 것을 기대한다.
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